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pásma. Je-li pro konkrétní aplikaci důležité předpovídat pouze pozvolné změny v trendu 
časové řady, pak bude pro predikční model zvolen koeficient  co nejblíže číslu 1. Pokud 
naopak bude v jiné aplikaci důležité předpovídat i děje s rychlou dynamikou, bude zřejmě 
zvolena nižší hodnota koeficientu . Má-li být rozvaha ve frekvenční doméně smysluplná, je 
nutno do ní zahrnout také frekvenční spektrum pozorované časové řady. 

Exponenciální vyhlazování se označuje někdy také jako model EWMA (exponentially 
weighted moving average). Výše v textu však bylo ukázáno, že exponenciální vyhlazování ve 
své originální podobě podle rovnice (4.59) se realizuje IIR filtrem, a podobá se tak více 
autoregresním modelům než modelům s klouzavým průměrem. Pokud se rovnice (4.59) 
přepíše do tvaru pro předpovídání formou korekce chyby predikce: 
 

              ,1ˆˆ1ˆ1ˆ1ˆ 1   nxxnxnxnxnxnx nn   (4.61) 

 
je evidentní, že exponenciální vyhlazování svou strukturou odpovídá modelu ARIMA(1,1,0). 
Označovat exponenciální vyhlazování jako model EWMA je tedy nevhodné19. 

4.4 Úlohy 

 ÚLOHA 4.1 Sestavte model pro časovou řadu pozorovanou při měřeních 
koncentrace CO2 v ovzduší. Soubor dat, který je dostupný na: 
http://www.itl.nist.gov/div898/handbook/pmc/section4/pmc4411.htm obsahuje měsíční 
průměrné koncentrace CO2 na observatoři Mauna Loa v letech 1974 – 1987. Koncentrace jsou 
udávány v bezrozměrných jednotkách, jako molární zlomek (mole fraction). Při konstrukci 
modelu využijte aditivní dekompozici společně s Boxovou-Jenkinsovou metodikou. 

Tab. 4.2  Ukázka datového souboru pro modelovanou časovou řadu v úloze 4.1. Soubor obsahuje 
celkem 161 řádků, kde každý řádek reprezentuje jedno měření průměrné měsíční koncentrace CO2. 

CO2 Rok a měsíc Rok Měsíc 

333.13 1974.38 1974 5 

332.09 1974.46 1974 6 

331.10 1974.54 1974 7 

329.14 1974.63 1974 8 

327.36 1974.71 1974 9 

327.29 1974.79 1974 10 

328.23 1974.88 1974 11 

329.55 1974.96 1974 12 

330.62 1975.04 1975 1 

331.40 1975.13 1975 2 

331.87 1975.21 1975 3 

333.18 1975.29 1975 4 

333.92 1975.38 1975 5 

                                                 
19 Model EWMA může být podle definice v kapitole  MA model s řádem, který odpovídá konečnému počtu exponenciálně 

klesajících vah podílejících se na výpočtu váženého průměru. U originálního exponenciálního vyhlazování je však počet 

vah vzhledem k rekurentní rovnici (4.59) teoreticky nekonečný, což odpovídá realizaci pomocí filtru IIR. 
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Data, která jsou na uvedené adrese k dispozici v textovém formátu, je třeba nejdříve 

převést běžnými softwarovými prostředky do souboru ve formátu CSV (comma separated 
values), kde jsou na každém řádku k dispozici všechny numerické hodnoty k jednomu měření 
oddělené čárkou, tabulátorem nebo středníkem. Každé měření je reprezentováno čtyřmi 
parametry, z toho tři reprezentují údaje na časové ose, jak ukazuje tab. 4.2. 

Kód skriptu, který v Matlabu realizuje načtení dat, jejich vykreslení, analýzu trendu a 
periodických komponent je na obr. 4.10. Na obr. 4.11 je časová řada vykreslena spolu 
s vypočítanou lineární trendovou funkcí. Obr. 4.12 ukazuje grafickou analýzu čar 
v diskrétním spektru vypočteném z časové řady očištěné od lineárního trendu. Výsledkem 
analýzy jsou dvě významné harmonické komponenty s periodou 12 a 6 měsíců. Sezónní 
diferencování s periodou 12 vzorků utlumí obě tyto komponenty (i další vyšší harmonické), 
jak bylo vysvětleno výše v textu a na obr. 4.5. 

 
%%% ULOHA 4.1A MODELOVANI CASOVE RADY S KONC. CO2 V OVZDUSI 
%%% PRVNI CAST: ANALYZA TRENDU A PERIODICKYCH SLOZEK 
 
%%%%% nahrani dat a vykresleni casove rady 
DATA = dlmread('co2.csv',';');  % csv soubor = hodnoty oddelene 
strednikem 
x = DATA(:,1);                  % koncentrace jsou v prvnim sloupci 
t = DATA(:,2);                  % casove udaje ve druhem sloupci 
figure, hold on;  
plot(t,x,'k');                  % kreslime puvodni data 
xlabel('čas'); ylabel('CO_2');                    
 
%%%%% ocisteni od trendu 
c = polyfit(t,x,1);              % prolozeni polynomem prvniho radu 
trend = c(1)*t+c(2);             % trendova posloupnost 
h = line([min(t) max(t)],[trend(1) trend(end)]);  
set(h,'LineWidth',2,'Color','red'); % trend vykreslime tlustou carou
xd = x - trend;                  % ocisteni od linearniho trendu 
 
%%%%% zjisteni periody sezonnich/cyklickych jevu 
spektrum = fft(xd);                      % vypocet diskretniho 
spektra 
faxis = linspace(0,1,length(spektrum));  % normovana frekvencni osa 
figure, stem(faxis,abs(spektrum),'.');   % vykresleni modulu spektra
xlabel('normovana frekvence (fs...1)'); 
ylabel('|DFT(xd)|'); 
 
xd12 = xd(13:end)-ddata(1:end-12); 
spektrum12 = fft(xd12);                     % vypocet diskretniho 
spektra 
faxis12 = linspace(0,1,length(spektrum12)); % normovana frekvencni 
osa 
figure, stem(faxis12,abs(spektrum12),'.');   
xlabel('normovana frekvence (fs...1)'); 
ylabel('|DFT(xd12)|'); 

Obr. 4.10  Úloha 4.1 – modelování časové řady s měsíčními koncentracemi CO2.  
První část: dekompozice. 



76 

 

1974 1976 1978 1980 1982 1984 1986 1988
325

330

335

340

345

350

355

t

x(
t)

0 20 40 60 80 100 120 140 160
-5

0

5

n

xd
(n

)

 

Obr. 4.11 Nahoře: časová řada x(t) s měsíčními koncentracemi CO2 v ovzduší a lineární trendová 
funkce T(t) vypočítaná z x(t) pomocí metody nejmenších čtverců. Dole: časová řada x(t) očištěná od 

lineárního trendu a s indexem vzorku n jako nezávisle proměnnou. 
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Pro následující konstrukci stacionárního modelu budou zvažovány obě varianty 
nesystematické složky časové řady x(n): 1. posloupnost xdnkterá se od původní časové 
řady liší pouze odečteným trendem a 2. posloupnost xd12n, kterou od původní x(n) odlišuje 
navíc i sezónní diferencování o 12 vzorků. 
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Obr. 4.12 Zjišťování periody významných cyklických/sezónních jevů. Amplitudová část diskrétního 
spektra: vlevo - časové řady očištěné od lineárního trendu dx(n)=x(n)-T(n), vpravo - časové řady 
očištěné od lineárního trendu a po sezónním diferencování s periodou 12 vzorků. Při zjišťování 

periody ve frekvenční doméně je nutno mít na paměti, že spektrum je diskrétní a frekvenční osa je 
vzorkována podle počtu vzorků časové řady, viz (1.9) pro definici DFT. V časové řadě xd(n) je 161 

vzorků a v časové řadě xd12(n) je po sezónním diferencování 149 vzorků. 

%%% ULOHA 4.1B MODELOVANI CASOVE RADY S KONC. CO2 V OVZDUSI 
%%% DRUHA CAST: KONSTRUKCE MODELU 
 
%%%%% ZJISTOVANI DALSICH ZAVISLOSTI V NESYST. SLOZCE CASOVE RADY 
figure, [Rxd,Cxd]=acfpacf(xd,50,50,1,0.05,0.05,'xd'); 
figure, [Rxd12,Cxd12]=acfpacf(xd12,50,50,1,0.05,0.05,'xd12'); 
y = iddata(xd12(:),[]); % datova struktura pro Sys. Ident. Toolbox 
model = ar(y,2,'yw');   % reseni Yulovych-Walkerovych rovnic 
% vysledny model je typu idpoly: A(q)y(t) = e(t)                     
 
 
%%%%% VALIDACE MODELU 
xpred = zeros(length(t),1); %do xpred ulozime predikovane hodnoty 
a1=abs(model.A(2)); a2=abs(model.A(3)); 
for n = 15:length(t)     
   xpred(n) = a1*x(n-1)+a2*x(n-2)+x(n-12)-a1*x(n-13)-a2*x(n-14); 
end 
figure, subplot(3,1,1), stem(e,'.'); ylabel('residua e(n)') 
subplot(3,1,2), stem(acf_e(start:end),'.'); ylabel('acf_e(k)'); 
 
 
%%%%% JAK MODEL PREDPOVIDA A JAKA JE SKUTECNOST 
subplot(3,1,3), plot(t(15:end),x(15:end),'k'), hold on 
subplot(3,1,3), plot(t(15:end),xpred(15:end),'b'); 
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%%%%% ROZLOZENI NULOVYCH BODU A POLU PRENOSOVE FUNKCE 
a = [1 a1 a2 0 0 0 0 0 0 0 0 0 1 -a1 -a2]; 
sys = filt(1,a);        % definice citatele a jmen. prenosove funkce
figure, pzmap(sys);     % rozlozeni nulovych bodu a polu 

Obr. 4.13  Úloha 4.1 – modelování časové řady s měsíčními koncentracemi CO2.  
Druhá část: konstrukce modelu a jeho validace s využitím balíčku funkcí  

System Identification Toolbox pro Matlab. 

Ve druhé části skriptu, jehož programový kód je na obr. 4.13, se zjišťují závislosti 
v nesystematické složce časové řady xn, a to pomocí autokorelační a parciální autokorelační 
funkce, viz obr. 4.14. Obě funkce zároveň slouží k určení řádů p, q členů ARp a MAq ve  
stacionárním modelu ARMA. Autokorelační funkce posloupnosti xdn potvrzuje výskyt 
periodické složky s periodou 12 vzorků – o posloupnosti xdn tedy nelze hovořit jako 
o náhodné, nesystematické časové řadě. Autokorelační funkce posloupnosti xd12n vykazuje 
tvar tlumené vlny, a tak lze tuto posloupnost modelovat pomocí autoregresní soustavy. Řád 
této soustavy lze vyčíst z bodu useknutí v parciální autokorelační funkci, který nastává pro 
zpoždění k02. 
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Obr. 4.14 Zjišťování závislosti mezi vzorky v nesystematické složce pomoci autokorelační funkce R(k) 
a parciální autokorelační funkce R*(k).  
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Odhad parametrů modelu AR(2), provedený pomocí Yulových-Walkerových rovnic, 
vede na konstrukci stacionárního modelu: 

 
 

       
.31384,045543,0
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Stacionární model je třeba upravit na nestacionární, a to zpětným promítnutím všech 

úprav, které byly provedeny při stacionarizaci původní časové řady xn viz dále.

 

 
     

       .)14(2)13(1)12()(

),12()()12()()12()(

,)()(

21

12






nxnxanxnxannxnx

nxnxnnxnnxnxdnxdnxd

nnxnxd





  

 
 
Rovnice výsledného AR(14) modelu má tvar: 
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Na obr. 4.15 jsou znázorněny tři kroky validace modelu formou grafické analýzy reziduí 

neboli chyb predikce. Autokorelační funkce chybové posloupnosti Rk se přibližuje 
autokorelační funkci bílého šumu. Část variability dat, kterou nebylo možné postihnout 
modelem, je tedy velmi náhodná.  
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Obr. 4.15 Validace výsledného modelu zahrnuje a) grafickou analýzu residuí (neboli chyb predikce), 
b) včetně jejich autokorelační funkce a c) posouzení kvality předpovídání  

– vybrán detail, plná čára: x(n), přerušovaná čára:  nx̂ .  

Obr. 4.16 ukazuje rozložení nulových bodů a pólů výsledného modelu AR(14) – několik 
pólů je vně jednotkové kružnice, a jedná se tedy o nestabilní soustavu. Tomu také odpovídá 
neustálý nárůst hodnot v časové řadě  nx̂ , která je modelem generována. 
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Obr. 4.16 Rozložení nulových bodů a pólů výsledného nestacionárního modelu AR(14).  

4.5 Shrnutí 

Čtvrtá kapitola představuje jeden z možných pohledů na problematiku konstrukce modelů 
časových řad generovaných náhodnými procesy. V úvodu byly představeny vybrané 
statistické momenty, které se využívají pro popis vlastností náhodných časových řad. Byly 
vysvětleny základní rozdíly mezi časovými a souborovými průměry a dále byl čtenář 
seznámen s pojmy stacionarita a ergodicita, což jsou vlastnosti, které vymezují určité 
podmnožiny náhodných procesů. Jádro kapitoly tvoří metodika pro konstrukci stacionárních 
ARMA modelů náhodných časových řad podle Boxe a Jenkinse: probrány jsou zde všechny 
tři základní kroky od identifikace modelu přes odhad numerických hodnot parametrů modelu 
až po jeho validaci. Detailně byly rozebrány také možnosti a důsledky doporučených postupů 
pro předzpracování nestacionárních časových řad při konstrukcích modelů typu ARIMA nebo 
SARIMA. Byla ukázána důležitá role speciálního náhodného procesu, který se označuje jako 
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bílý šum. Jedna podkapitola se věnuje také jednoduchému exponenciálnímu vyhlazování pro 
predikcí časových řad, přičemž je zde ukázáno, že se jedná vlastně o speciální model 
typu ARIMA. V závěru kapitoly je čtenář detailně proveden jedním z mnoha možných 
postupů při konstrukci modelu reálně naměřené nestacionární časové řady představující 
měsíční monitoring koncentrace CO2 v ovzduší. 
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5 Lineární predikce optimálními a adaptivními filtry 

Konstrukce matematických modelů reálných systémů nebo procesů na základě 
pozorovaných časových řad pomocí postupů uvedených ve čtvrté kapitole vede ke 
stacionárním modelům. V případě nestacionárních časových řad je nutné v diskutovaných 
postupech takové posloupnosti nejdříve předzpracovat s cílem očistit je od trendu a/nebo od 
periodického kolísání, poté zkonstruovat model pro takto změněná data a nakonec do modelu 
zahrnout operace inverzní k předzpracování. Pro takovýto postup je ovšem nutné mít 
k dispozici apriorní znalosti o „průměrných vlastnostech“ modelovaných časových řad a dále 
musí charakter nestacionární složky umožňovat její oddělené modelování. V mnoha případech 
nelze takové znalosti a podmínky při modelování časových řad přepokládat, což platí zejména 
při skokových změnách podmínek vzniku časových řad a je-li cílovou aplikací modelu 
predikce budoucích hodnot časové řady.  

Koncept lineární predikce byl naznačen již v první kapitole tohoto učebního textu, a to 
v diferenční rovnici LTI systému (1.16). Tento vztah lze interpretovat tak, že LTI systém 
uchovává v paměti starší vzorky vstupní i výstupní časové řady x(n), respektive y(n) a že 
aktuální výstup diskrétního LTI systému lze predikovat výpočtem jejich lineární kombinace. 
Cílem lineární predikce je nalezení hodnot parametrů ai a bj v rovnici (1.16) stejně jako tomu 
bylo v případě modelování náhodných procesů ve čtvrté kapitole. Metodika, kterou se zabývá 
tato kapitola, zahrnuje optimální filtraci pro identifikaci neznámých, časově invariantních 
systémů, u kterých jsou hodnoty parametrů ai a bj  v čase konstantní. Dále pak představuje 
také adaptivní filtraci pro identifikaci neznámých dynamických (neboli časově proměnných) 
systémů, u kterých jsou parametry ain a bjn na čase závislé. Změnami hodnot těchto 
parametrů v čase je možné dosáhnout adaptivní přizpůsobení charakteristik filtru podle 
měnících se průměrných vlastností pozorovaných časových řad. 

5.1 Optimální filtrace a identifikace 

Jednou z aplikačních oblastí lineární predikce je identifikace systémů, jejíž obecný 
princip ukazuje obr. 5.1. Cílem identifikace je u predikčního filtru nastavit váhy wk tak, aby 
vstupně–výstupní chování obou systémů bylo pokud možno shodné. Protože jsou 
identifikovaný systém i predikční model buzeny shodnou posloupností xn, jde tedy o 
minimalizaci rozdílu mezi výstupním signálem z identifikovaného systému dn a výstupním 
signálem z predikčního filtru  nd̂ . Posloupnost residuí mezi těmito výstupy nse označuje 
jako chyba predikce.  

Minimalizační kritérium se odvozuje od kvadrátu chyby predikce, aby byly zohledněny 
stejnou měrou kladné a záporné odchylky mezi výstupními signály dn a  nd̂ . Posloupnost 

chyb predikce n lze považovat za realizaci náhodného procesu. Do kritéria minimalizace se 
proto zavádí ještě operátor očekávané hodnoty E (souborový průměr) a celé kritérium se pak 
označuje známým pojmem střední kvadratická chyba (MSE – mean squared error). 

 

           .ˆ 22 ndndEnEn    (5.1) 

 
Je-li střední kvadratická chyba uváděna s časovým indexem n, jedná se o časové 

sledování vývoje predikční chyby, např. v průběhu hledání vah optimálního filtru. Zápis 
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střední kvadratické odchylky  bez časového indexu se využívá pro označení ustálené chyby 
predikce. 

 

Obr. 5.1 Základní schéma identifikace systémů pomocí optimální filtrace. Identifikovaný systém (černá 
skříňka) má neznámou impulsní charakteristiku hk. Model identifikovaného systému v paralelní větvi je 

predikční filtr FIR s impulsní charakteristikou, které odpovídají váhy wk.  

Z obr. 5.1 je zřejmé, že pro různé vektory vah predikčního filtru w budou výsledkem 
různé hodnoty střední kvadratické chyby predikce . Za předpokladu, že predikční filtr FIR je 
řádu M, uplatní se při výpočtu jeho aktuální výstupní hodnoty  nd̂  pouze M posledních 

vzorků z časové řady xn. Operaci konvoluce lze zapsat pomocí vektorového součinu jako:  
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Dosazením (5.2) do (5.1) lze získat funkční vztah mezi vahami w a chybou  : 

 

          ,22 nndEnE M
T
MM xww    (5.3) 

 
který je v následujících odstavcích předmětem podrobného zkoumání. Při identifikaci systémů 
pomocí optimální filtrace je cílem najít jediné, optimální nastavení predikčního filtru. Jedná 
se tedy o LTI soustavu s fixními parametry, a proto byl u vektoru vah wM v rovnici (5.3) 
záměrně vypuštěn časový index n. Zároveň je však nutno v takovém případě doplnit přirozený 
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požadavek na stacionaritu časových řad dn a xn. Jak bude ukázáno dále, v případě použití 
adaptivních predikčních filtrů tento omezující předpoklad není třeba zavádět.  

Kvadrát rozdílu mezi časovými řadami dn a  nd̂ lze rozepsat jako: 
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Po aplikaci operátoru očekávané hodnoty na obě strany rovnice (5.4) je na levé straně získán 
opět výraz pro střední kvadratickou chybu: 
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Na pravé straně rovnice (5.5), která je alternativou k rovnici (5.3) pro vyjádření 

funkčního vztahu mezi střední kvadratickou chybou a vektorem vah predikčního filtru, byly 
před operátory očekávané hodnoty vytknuty konstantní parametry časově invariantního 
predikčního filtru wN. Zbývající tři souborové průměry na pravé straně rovnice (5.5) 
odpovídají statistickým momentům, jejichž výčet následuje [1]. 

 Střední výkon výstupní časové řady σd
2E{d2n}, který lze pro stacionární časovou řadu 

považovat za konstantní. Pro časové řady s nulovou střední hodnotou platí, že jejich 
střední výkon je roven jejich rozptylu. 

 Vektor křížových korelací mezi vstupním a výstupním signálem identifikovaného 
systému pNE{dnxMn}, který je pro stacionární časové řady nezávislý na čase. 

 Autokorelační matice části vstupní časové řady RMME{xMnxM
Tn}, která je pro 

stacionární časové řady nezávislá na čase. 

Vzhledem k časové nezávislosti všech tří statistických momentů je minimalizační 
kritérium závislé pouze na nastavení vah predikčního filtru wM: 
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Vektor křížových korelací je v následující rovnici (5.7) rozepsán na jednotlivé hodnoty 

korelací Rxdk, které jsou v případě stacionárních časových řad závislé pouze na časovém 
zpoždění k mezi vzorky a nikoli na absolutním času daným indexem vzorku n:  
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Skutečné hodnoty křížových korelací mezi vstupním signálem xn a výstupním signálem 

dn nejsou v případě neznámého systému k dispozici, a tak je nutné odhadnout je z 
dostupných dat. V případech, kdy je možné zavést další omezující předpoklad ergodicity 
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náhodných procesů, které generují vyšetřované časové řady, je možné odhady korelací  kRxd
ˆ  

vypočítat pomocí časových průměrů z jediné realizace časové řady: 
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i
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kR  (5.8) 

 
kde N je počet vzorků v časovém okně, ze kterého jsou odhady korelací počítány. Je třeba mít 
na paměti, že při porušení podmínky ergodicity20 je do výpočtu vah optimálního predikčního 
filtru vnesena chyba.  

Obdobně se postupuje při vyjádření jednotlivých prvků autokorelační matice, která 
prostřednictvím hodnot autokorelační funkce popisuje závislosti mezi vzorky xn. Skládání 
prvků autokorelační matice již bylo probráno v kapitole 4.2 – autokorelační matice svou 
strukturou odpovídá struktuře Toeplitzovy matice21: 
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Při předpokladu ergodicity náhodného procesu, který generuje časovou řadu xn, lze 

odhady hodnot autokorelační funkce  kR xx
ˆ  získat z časových průměrů jediné realizace 

procesu: 
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Existují jistě i aplikace, při kterých jsou dostupné i teoretické statistické momenty 

náhodného procesu, který generuje časovou řadu xn. V takových případech je samozřejmě 
lepší nepracovat s výběrovými momenty, ale dosadit do korelací v matici (5.9) hodnoty 
teoretické autokorelační funkce. 

Pro funkci wM popsanou rovnicí (5.6) byly výše vyjádřeny všechny její komponenty a 
na obr. 5.2 je průběh této funkce znázorněn konkrétně pro predikční filtr se dvěma vahami 
M2. Délka kolmice vztyčené z bodu w1, w2 k povrchu, který reprezentuje průběh kriteriální 
funkce, odpovídá střednímu výkonu chybové posloupnosti E{n2}. Selským úsudkem, ale i 
podle rovnice (5.6) je tento výkon shodný se středním výkonem výstupní časové řady dn 
Tento výkon bude dosahovat nejnižších hodnot při optimálním nastavení obou vah w1w*

1 
a w2w*

2. 

                                                 
20 Podmínka ergodicity je striktnější než podmínka stacionarity, viz kap. 4.1. Při identifikaci neznámého systému je možné 

splnění podmínky ergodicity ověřit jedině pokusem. 
21 Toeplitzova matice má strukturu, ve které jsou zaručeny konstantní prvky na všech sestupných diagonálách. 
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Střední kvadratická chyba je funkce s jediným extrémem, pro jehož lokalizaci se vyjádří 
její první derivace a ta se položí rovna nule. Druhá derivace této funkce musí být v minimu 
kladná.  

Pro M2 má střední kvadratická chyba predikce tvar: 
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Obr. 5.2 Průběh kriteriální funkce (w1,w2) pro optimalizaci vah predikčního filtru FIR 2. řádu při 
identifikaci neznámého systému. Tvar funkce (w1,w2) ovlivňují statistické momenty uvedené v rovnici 

(5.6), tj. rozptyl časové řady na výstupu systému σd
2, vektor vzájemných korelací mezi časovými 

řadami na vstupu a na výstupu systému a dále autokorelační matice náhodného procesu, který 
generuje časovou řadu přiváděnou na vstup identifikovaného systému. Body w*1 a w*2 označují 
optimální váhy odpovídající minimu kriteriální funkce min, tj. minimu střední kvadratické chyby 

predikce [1]. 
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a lokalizace jejího extrému dopadne následovně: 
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Výslednou soustavu rovnic je možno zobecnit pro libovolné M: 
 

,*
MMMM pwR   (5.13) 

 
což jsou rovnice pro optimální filtraci založenou na minimalizaci střední kvadratické chyby – 
jsou známy také pod názvem normální rovnice22. Jak je vidět, pro jejich sestavení jsou 
vyžadovány momenty druhého řádu, jejichž znalost může být pro daný náhodný proces buď 
zaručena, nebo musí být odhadnuty z dostupných dat. Analytické řešení normálních rovnic 
představuje nalezení inverzní matice k autokorelační matici RMM: 

 

.1*
MMMM pRw   (5.14) 

 
Pro úplnost zbývá ještě ověřit, že druhá derivace je v nalezeném extrému kladná. Tato 

podmínka pro minimum funkce evidentně platí, neboť druhým derivacím odpovídají 
diagonální prvky autokorelační matice, což jsou rozptyly nabývající vždy kladných hodnot: 
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V rovnicích (5.5)–(5.15) byl detailně prozkoumán vztah mezi střední kvadratickou 

chybou predikce a váhami predikčního filtru. Výsledkem tohoto snažení je optimální řešení 
lineárního, časově invariantního FIR filtru, při jehož použití pro identifikaci neznámého 
systému je produkována chybová posloupnost n s nejnižším středním výkonem.  

Při dosazení optimálních vah predikčního filtru do rovnice (5.6): 
 

  ***2*
min 2 NNN

T
NN

T
NdN wRwpww    (5.16) 

 

                                                 
22 Normální rovnice jsou známé také pod označením Yuleho-Walkerovy rovnice, viz kap. 4. 
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lze dojít k zajímavé interpretaci: optimální predikční filtr zřejmě odstraňuje ty složky signálu 
d(n), které korelují se signálem x(n), čímž se snižuje výkon chybové posloupnosti. Tuto 
interpretaci je možno ověřit na dvou následujících extrémních teoretických případech [1]. 
1. Pokud bude identifikovaný systém pouze zpožďovat vzorky vstupní časové řady a 

zesilovat je násobením konstantou a: dnaxnk0, budou posloupnosti x(n) a d(n) 
vykazovat pro zpoždění k0 maximální korelaci. Pokud bude mít vstupní časová řada 
vlastnosti bílého šumu, bude mít její autokorelační matice podobu diagonální matice, kde 
prvky na diagonále budou odpovídat rozptylům x(n). Vzájemné korelace přejdou na 
autokorelace. Autokorelační funkce bude mít ovšem pro bílý šum tvar jednotkového 
impulsu – bude všude nulová kromě argumentu k0 odpovídajícímu zpoždění mezi vstupní 
a výstupní posloupností. Pravá strana rovnice (5.16) tak přejde na rozdíl dvou rozptylů, 
který bude nulový. Kriteriální funkce bude mít minimum v bodě 
wn

*=0, 0, …, a, 0, 0,…T. Na obr. 5.2 si lze toto minimum představit v nulové výšce 
min0. Bude produkována nulová chybová posloupnost (n). 

2. Opačným teoretickým extrémem je situace, kdy časové řady x(n) a d(n) nevykazují vůbec 
žádnou korelaci. V takovém případě bude mít autokorelační matice v rovnici (5.16) stejný 
tvar jako v předchozím případě, avšak vektor vzájemných korelací bude tentokrát všude 
nulový. Váhy predikčního filtru vyjdou všechny nulové, což odpovídá úvaze, že jakákoli 
predikce by v tomto případě jen zvýšila výkon chybové posloupnosti. Střední kvadratická 
chyba bude mít v tomto případě hodnotu odpovídající střednímu výkonu časové řady x(n). 
 

Při sériovém zapojení optimálního filtru a neznámého systému podle obr. 5.3 se v případě, 
že je na výstupu celé soustavy pozorován bílý šum, označuje optimální filtr jako bělicí filtr. 
Střední kvadratická chyba predikce bude v takovém případě shodná s rozptylem bílého šumu, 
kterým je buzen systém s neznámou přenosovou funkcí Hz. Tento způsob modelování se 
označuje jako inverzní identifikace [12], neboť díky rovnoměrnému frekvenčnímu spektru 
bílého šumu musí být přenosová funkce bělicího filtru Hzinverzní k přenosové funkci 
systému nebo procesu, jenž generuje pozorovanou časovou řadu. 

Zdroj 
bílého 
šumu

 (n)

x(n)

Predikční 
filtr

Neznámý
systém
H(z)

 (n)

z1
x(n1)

+
-


 nx̂

Bělící filtr H1(z)
 

Obr. 5.3  Inverzní identifikace neznámého systému bělícím filtrem. 
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5.2 Adaptivní filtrace a predikce  

Identifikace neznámých systémů nebo predikce časových řad s využitím optimální 
filtrace postavené na fixním predikčním filtru (s konstantními parametry) je podmíněna 
stacionaritou souvisejících náhodných procesů. V případech, kdy nelze tuto podmínku splnit, 
je třeba najít časové intervaly, ve kterých mohou být související náhodné procesy považovány 
za stacionární a pro tyto intervaly pak odhadovat autokorelační funkce. Řešením nových 
soustav normálních rovnic pro každý další časový interval zavedený z důvodu změny 
podmínek, ve kterých je identifikace prováděna, je možné dospět k časově proměnnému filtru. 
Takový filtr pak bude v každém vymezeném časovém intervalu optimálním způsobem 
identifikovat neznámý systém. Toto řešení není ovšem použitelné pro aplikace, při kterých lze 
jen těžko určovat či dokonce předpovídat budoucí změny v souvisejících náhodných 
procesech [12].  

Výše popsaný návrh časově proměnného filtru pro identifikaci nestacionárních systémů a 
predikci jimi generovaných časových řad nelze považovat za adaptivní filtraci nebo adaptivní 
predikci, neboť tento návrh je založen na využití apriorních informací o náhodných procesech 
podílejících se na vzniku časových řad. V případě adaptivních filtrů nejsou žádné apriorní 
informace vyžadovány. Adaptivní filtry je možno definovat jako algoritmy, které přizpůsobují 
hodnoty svých parametrů pro každý vzorek časové řady a v relativně krátkém čase od změny 
ve  vlastnostech časové řady jsou schopny předpovídat její budoucí hodnoty. 

5.2.1 Algoritmus LMS 

Smyslem adaptivní filtrace v oblasti predikce časových řad je opět nalézt vektor vah 
predikčního filtru, který se již ovšem nepovažuje za časově invariantní, jako tomu bylo 
v předchozí kapitole, ale předpokládá se u něj schopnost adaptace na měnící se charakteristiky 
modelovaných systémů, potažmo z nich generovaných a pozorovaných časových řad. Vektor 
vah predikčního filtru se proto zapisuje s časovým indexem n: 

 

       ,1 nnnn MM Sww   (5.17) 

 
kde (n)S(n) je korekční krok, který je součinem korekčního směrového vektoru S(n) 
a délkou kroku (n). Při použití optimalizační metody nejstrmějšího sestupu je směrový 
vektor Sn dán záporným gradientem střední kvadratické chyby predikce n. Pro vyjádření 
derivací se zde tentokrát vychází z chybové posloupnosti n a nikoli z rovnice (5.6), která je 
vázána na apriorní znalost momentů druhého řádu, čemuž je snaha se vyhnout: 
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Po vyjádření chybové posloupnosti jako rozdílu mezi časovými řadami na výstupu 
identifikovaného systému dn a predikčního filtru  nd̂ : 
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je pak možno následujícím způsobem určit parciální derivace (n) podle jednotlivých vah: 
 

   .nn M
M

x
w



   (5.20) 

 
Dosazením (5.20) do (5.18) je nakonec vyjádřen směr korekčního členu Sn pomocí vektoru 
křížových korelací mezi chybovou posloupností n a posloupností na vstupu xn: 
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  (5.21) 

 
Výpočet křížové korelační funkce ovšem vede na souborový průměr korelací všech možných 
realizací časových řad naxn Apriorní znalost teoretické křížové korelační funkce mezi 
těmito dvěma časovými řadami se předpokládat nedá, a musí se tedy odhadnout pomocí 
časových průměrů, což s sebou opět přináší nutnost zavedení podmínky stacionarity a 
ergodicity souvisejících náhodných procesů. Řešení normálních rovnic metodou nejstrmějšího 
sestupu tedy rovněž nevede na návrh adaptivního predikčního filtru. 

Místo výpočtu křížové korelace souborovým průměrem nebo místo odhadu časovým 
průměrem může být křížová korelace v rovnici (5.21) odhadnuta na základě jediného členu 
enxn

 

        .2ˆˆ nnenn MxS w    (5.22) 

 
I když se jedná o velmi hrubý odhad, není nijak vychýlený a lze očekávat, že chyby budou v 
po sobě jdoucích krocích na sobě nezávislé, a budou se tedy kompenzovat. Kompenzací 
náhodných chyb je zajištěno, že se algoritmus bude po určitém počtu iterací velmi těsně 
přibližovat k optimálnímu nastavení vah predikčního filtru. Takto zjednodušený postup se 
označuje jako LMS algoritmus (least mean squares) a je zřejmé, že aproximuje metodu 
nejstrmějšího sestupu, což lze vidět na obr. 5.4. Jiným, méně obvyklým, avšak výstižným 
názvem pro tento algoritmus adaptivní filtrace je filtr se stochasticky gradientní 
adaptací [12]. 

U LMS algoritmu se na rozdíl od jiných optimalizačních postupů nepracuje s proměnnou 
délkou korekčního kroku, takže lze po dosazení korekčního směru z (5.22) do (5.18) vynechat 
u n časový index n. Zahrne-li se do konstantní délky kroku  také násobení dvěma, které 
zbylo v rovnici (5.22) po derivaci, je možné rovnici pro adaptivní filtraci pomocí LMS 
algoritmu zapsat jako: 

 

       nnnn MMM xww 1  (5.23) 

 
Volba délky kroku alfa  bývá zpravidla experimentální záležitostí – je třeba si ovšem 

uvědomit, že nastavení délky kroku výrazně ovlivní konvergenční vlastnosti LMS algoritmu. 
Velké hodnoty  povedou k rychlé konvergenci ve smyslu menšího počtu nutných iterací, 
ovšem za cenu zvýraznění nepřesností způsobených odhadem gradientu. To se projeví 
zejména v blízkosti bodu optimálního nastavení vah w*. Nízké hodnoty  mohou vést také 
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k nepřesným výsledkům predikce, a to v případech, kdy algoritmus není schopen rychle 
adaptovat váhy.  V literatuře se doporučuje volit hodnotu  nepřímo úměrně rozptylu časové 
řady x(n) [1].  

Nevýhodou návrhu predikčního filtru pomocí LMS algoritmu je jistě větší počet iterací 
nutných k průchodu optimalizační trajektorií oproti metodě nejstrmějšího sestupu, viz 
obr. 5.4. Tento postup navíc vede zpravidla pouze k přiblížení se k optimálnímu řešení. 
Nevýhody jsou však vykoupeny příjemnou jednoduchostí a rychlostí výpočtu.  

w1

w2(0)w2

w *
1

w *
2

 

Obr. 5.4  Průběh optimalizace vah predikčního filtru s využitím metody nestrmějšího sestupu 
(čerchovaná čára – vypočítaný gradient) a pomocí LMS algoritmu (plná čára – odhad gradientu 

zatížený náhodnou chybou). Jedná se o ilustrační trajektorie dvourozměrné optimalizace predikčního 
filtru FIR druhého řádu [12]. 

5.2.2 Algoritmus RLS 

Minimalizačním kritériem u dosud probíraných optimálních a adaptivních filtrů je střední 
kvadratická chyba MSE (mean-square error), jejíž výpočet je založen na souborových 
průměrech E{x(n)x(nk)} a E{d(n)x(nk)} nebo E{(n)x(nk)}. Vzhledem k tomu, že tyto 
statistické momenty nejsou obvykle k dispozici, je nutno odhadovat je z dostupných dat. 
Například u filtrů s algoritmem LMS jsou souborové průměry odhadovány pomocí 
okamžitých hodnot: E{(n)x(nk)}  (n)x(nk), což do adaptačního postupu vnáší chybu, 
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která pak zpomaluje průběh konvergence. Alternativou k MSE je tzv. celková kvadratická 
chyba TSE (total squared error)23, která využívá pouze časových průměrů [16]: 
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Adaptivní filtry s algoritmem RLS (recursive least squares) upravují své koeficienty wMn 
při zpracování každého vzorku časové řady tak, že minimalizují váženou kvadratickou chybu: 
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Parametr  zajišťuje exponenciální váhování tak, že novější vzorky časových řad mají ve 
výpočtech větší vliv než ty starší. Pro  mají všechny vzorky stejnou váhu, což je vhodné 
nastavení pouze pro predikci stacionárních časových řad. Minimalizace vážené kvadratické 
chyby vede na soustavu rovnic: 

 

     ,nnn MMMM pwR   (5.26) 

 
kde RMMnje exponenciálně vážená empirická (nebo výběrová) autokorelační matice pro 
časové řady xn VektorpMn obsahuje exponenciálně vážené empirické křížové korelace 
mezi časovými řadami dn a xn Soustava rovnic (5.26) se označuje jako deterministické 
normální rovnice. Vzhledem k exponenciálnímu váhování nemá autokorelační matice v 
(5.26) strukturu Toeplitzovy matice jako tomu bylo v případě normálních rovnic (5.13). 
Opakovaný výpočet inverzní matice k matici RMMn je výpočetně náročný a navíc hrozí 
vzhledem k nezaručené Toeplitzově struktuře, že bude RMMn pro některé časy singulární. 
U adaptivních filtrů s algoritmem RLS se proto využívá rekurzivní způsob výpočtu: 

 

        ,1 nnnn T
MMMMMM xxRR    (5.27) 

 
a to postupným vážením předchozí verze autokorelační matice s přičítáním korelace xndn 
Obdobně se postupuje i pro vektor křížových korelací: 

 

        ,1 nndnn T
MMMM xpp    (5.28) 

 

                                                 
23 Někdy se toto kritérium označuje také jako nejmenší kvadratická chyba LSE (least squares error) [9]. 
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Poměrně složitými úpravami, které jsou podrobně rozepsány např. v [9][15][16], pak lze 
dospět k výsledným rovnicím pro adaptaci koeficientů predikčního filtru: 
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kde vektor kn se označuje jako Kalmanův zisk nebo Kalmanova zesílení (Kalman gains)24. 

5.3 Úlohy 

 ÚLOHA 5.1 Identifikujte neznámý LTI systém metodou optimální filtrace. 
Jako model volte predikční filtr FIR s různými řády a porovnejte výsledné impulsní 
charakteristiky modelu. Pro ilustraci a kontrolu použijte pro identifikovaný systém např. 
soustavu MA, která provádí aritmetické průměrování z časových oken o čtyřech vzorcích. 

 
Kód skriptu, který v Matlabu realizuje identifikaci LTI systému pomocí optimální 

filtrace, je na obr. 5.5. Výsledné impulsní charakteristiky modelu pro různé řády M: 
 
M1: w
M2: w
M3: w
M4: w
M5: w
M6: w

 
Pominou-li se zaokrouhlovací chyby a nepřesnosti v odhadech autokorelací pomocí 

časových průměrů, je vidět, že optimální filtr nevyužívá zbytečně složitější strukturu, než je 
potřebná pro optimální identifikaci neznámého systému. 

 
%%% ULOHA 5.1 OPTIMALNI FILTRACE PRO IDENTIFIKACI LTI SYSTEMU 
h = ones(1,4)./4;          % impulsni char-ka neznámého systemu 
x = randn(1,100000);       % gaussovsky bily sum – budici sekvence 
d = filter(h,1,x);         % kyzeny (desired) vystupni signal 
systemu 
 
M = 4;                     % rad predikcniho filtru 
 
% prevraceni poradi tak, aby 1. indexu odpovidal posledni vzorek 
% casovych rad x(n) a d(n) 
x = flipdim(x,2);        
d = flipdim(d,2);            
                            
% vypocet autokorelacni matice R 
[X,R] = corrmtx(x,M-1,'autocorrelation');  

                                                 
24 Adaptivní filtr s algoritmem RLS je speciální typ tzv. Kalmanova filtru, pojmenovaném po maďarském matematikovi. 
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p = xcorr(x,d,M-1,'biased'); %vektor krizovych korelaci 
delka = length(p);           %delka vektoru p: 2*(N-1)+1 
p = p(ceil(delka/2):end)';   %orezani druhe poloviny vektoru.  
                             %index ceil(delka/2) odpovida  
                             %nulovemu zpozdeni.  
                             %index end odpovida zpozdeni M-1 
                             
w=R\p;                       %vypocet vah optim. predikcniho filtru 
                             %totez jako w=inv(R)*p; 

Obr. 5.5  Úloha 5.1 – identifikace „neznámého“ LTI systému metodou optimální filtrace. 

 

Obr. 5.6  Úloha 5.2 – Adaptivní predikce časové řady generované  
stacionárním náhodným procesem AR(2) s koeficienty a1=1,7 a a2=0,8.  

A) Průběh konvergence vah predikčního filtru čtvrtého řádu, B) Pozorovaná časová řada x(n), 
C) Chybová sekvence (n). 

 

 ÚLOHA 5.2 Sledujte konvergenci vah a chybu predikce adaptivního filtru 
s algoritmem LMS při modelování a) stacionárního procesu AR(2) s koeficienty a1=1,7 a 
a2=0,8; b) nestacionárního procesu s lineárním trendem a náhlou změnou střední hodnoty, 
harmonickým  kolísáním a rušením generovaným výše popsaným AR(2) procesem. 
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Kód skriptu, který v Matlabu realizuje adaptivní predikci s algoritmem LMS, je na 
obr. 5.8. Průběhy konvergence vah při predikci stacionární časové řady lze vidět na obr. 5.6 a 
konvergence vah při predikci nestacionární časové řady je vidět na obr. 5.7. 

 

Obr. 5.7  Úloha 5.2 – Adaptivní predikce časové řady generované nestacionárním náhodným 
procesem s lineárním trendem, náhlou změnou střední hodnoty, harmonickým kolísáním a rušením.  

A) Průběh konvergence vah predikčního filtru čtvrtého řádu, B) Pozorovaná časová řada x(n), 
C) Chybová sekvence (n). 

%%% ULOHA 5.2 ADAPTIVNI PREDIKCE STAC. A NESTACIONARNI CASOVE RADY 
 
N = 25000;                        % delka pozorovane casove rady 
ni = randn(1,N);                  % excitacni sekvence AR procesu 
a = [1 1.7 0.8]; b = 1;           % koeficienty AR(2) procesu 
x = filter(b,a,ni);               % casova rada generovana AR(2) 
x=x(:);      
trend = 5e-3*(1:N);               % linearni trend  
trend(N/2:end)=trend(N/2:end)-200;% nahly zlom v trendu 
trend = trend(:); 
harm = 10*sin((2*pi/3000)*(1:N)); % harmonicke kolisani 
harm=harm(:); 
x2 = trend+harm+x;                % nestacionarni casova rada 
x = x2;                           % bud predikujeme x nebo x2   
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alfa = 0.001;                   % konvergencni konstanta 
M = 4;                          % rad predikcniho FIR filtru  
w = zeros(M,N);                 % vahy ve sloupc. vektorech 
w(1:M,1:M+1) = randn(M,M+1)*5;  % pocatecni podminky nahodne 
XP = zeros(N,1);                % uchovavani predikovanych hodnot 
 
for n = M+1:N-1 
    XP(n) = - w(:,n)'*x(n-1:-1:n-M);          % predikce 
    e = x(n) - XP(n);                         % chyba predikce     
    w(:,n+1) = w(:,n) - alfa*e*x(n-1:-1:n-M); % uprava vah 
end 
 
figure(1); xlabel('n'); ylabel('w'); hold on; 
plot(w(1,M+1:end),'b');  
plot(w(2,M+1:end),'g');  
plot(w(3,M+1:end),'c');  
plot(w(4,M+1:end),'k');  
figure(2), plot(x(M+1:end)); 
figure(3), plot(x(M+1:end)-XP(M+1:end),'k'); 

Obr. 5.8  Úloha 5.2 – adaptivní predikce časové řady generované stacionárním a nestacionárním 
náhodným procesem. 

5.4 Shrnutí 

V poslední kapitole tohoto učebního textu byla na příkladech identifikace neznámých 
systémů představena oblast optimální a adaptivní filtrace nebo predikce. Čtenář byl seznámen 
s tím, jak lze postupnými úpravami minimalizačních kritérií odvozených z chyby predikce 
dospět k tzv. normálním rovnicím. Zatímco pro časové řady generované stacionárními 
procesy lze normální rovnice řešit běžnými postupy z lineární algebry (tj. výpočtem inverzní 
matice), pro nestacionární procesy byly ukázány dva rekurzivní algoritmy, u nichž jsou 
koeficienty predikčního filtru adaptovány v každém kroku tak, že postupně konvergují 
k optimálnímu řešení pro predikci dalších hodnot časové řady. Tyto algoritmy, označované 
jako LMS (least-mean-squares) a RLS (recursive-least-squares), se liší minimalizačním 
kritériem. U adaptivních filtrů LMS se využívá střední kvadratická chyba počítaná pomocí 
souborových průměrů a nepřesnosti, které vznikají při odhadu statistických momentů, mohou 
zpomalit průběh konvergence koeficientů filtru. Filtry s algoritmem RLS vychází z vážené 
celkové kvadratické chyby, ve výpočtech používají pouze empirické (výběrové) statistické 
momenty a konvergují k optimálnímu řešení rychleji než je tomu u LMS. 
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Summary 

 This textbook Linear and Adaptive Processing of Data is primarily intended for students 
and teachers of the study programe Computational Biology at the Faculty of Science, 
Masaryk University. This publication has two objectives. First, to explain the basics of theory 
of discrete linear systems to students or other readers interested in data analysis and 
processing. The systems are viewed here both as data generators and as means by which data 
can be analyzed or processed. And second, to demonstrate how selected problems in this area 
can be effectively solved using computational tools in MATLAB.  

The first chapter shows that it is possible to describe a discrete system not only with 
difference equations, but also with its impulse response, frequency response and transfer 
function or with a configuration of zeros and poles. Links among various types of system 
description are also explained. Readers will acquire skills on how to build the system transfer 
function using the knowledge of difference equations, how to determine the configuration of 
its zeros and poles in the complex plane and how to determine whether the system is stable or 
not. 

The second chapter introduces the concept of linear filtration with the use of LTI systems 
The LTI systems are considered as filters because they selectively choose and pass required 
frequency components of time series and attenuate the others. Readers are shown how to 
determine the response of the filter excited with an arbitrary time series using discrete 
convolution in the time domain or using a discrete Fourier transform in the frequency domain. 
Furthermore, this chapter explains frequent terminology mistakes in filter classifications FIR, 
IIR and AR, MA, ARMA. 

The third part of this textbook describes averaging methods for time series denoising. 
Various types of quasi-periodic time series are explained and the conditions for the correct 
use of the averaging methods to increase signal-to-noise ratio are stated. The influence of 
particular parameters on dynamic properties of the averaging methods is discussed. The 
averaging methods, which are very common tools for time series processing, are also shown 
in the light of their frequency characteristics.   

The fourth chapter presents a way of looking at the issue of model construction for time 
series generated by random processes. The introduction will make the reader familiar with 
selected statistical moments which are used to describe the properties of random time series. 
Time averages as well as ensemble averages are discussed together with stationarity and 
ergodicity, which are properties of subsets of random processes. The core of the chapter 
consists in the methodology for stationary ARMA models by Box and Jenkins. Three basic 
steps from model identification through the estimation of numerical values of its parameters 
to the model validation are described. 

The last chapter introduces the area of optimal and adaptive filtering or prediction, using 
the example of procedures for system identification. Readers will see how to derive the so-
called normal equations from the minimization of prediction error. While common linear 
algebra can be used to solve the equations for stationary time series, two recursive algorithms 
are shown for non-stationary processes. Prediction filter coefficients are adapted at each time 
step in such a way that they gradually converge to the optimal solution in terms of minimizing 
the prediction error. 
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